Oznaczenia:
SSN — Sztuczna Sie¢ Neuronowa
Ten kolor oznacza informacje dotyczace konkretnej implementacji SSN (dany projekt).

PROGRAM ROZWIAZUJE NASTEPUJACY PROBLEM

Rozpoznawanie kodéw pocztowych z podanego obrazu w pliku BMP w 256-kolorach (szarosci lub
zwyktych). Obraz z bitmapy moze by¢ réznych rozmiaréw (maksymalnie 380x160).
Rozpoznawanie poszczegdlnych obrazéw cyfr odbywa sig¢ za pomocg SSN.

SZTUCZNA SIEC NEURONOWA

Wynikowy obraz cyfry podawany na wejscie SSN jest rozmiaru 16x16 pikseli o wartosciach kolorow 0 —
255. Kolory sa ‘zinwersowane’, tzn. wartosci bliskie O reprezentuja tto, a wartosci bliskie 255
reprezentujg znak. WartosSci jasnosci pikseli sa przeskalowane do przedziatu [0.0 — 1.0]. Mamy
zatem16*16 = 256 neuronéw w warstwie wejsciowej. Warstwa wyjsciowa zawiera 10 neuronéw — po
jednym dla kazdej cyfry.
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Uproszczony schemat jednokierunkowej sieci neuronowe;j

Sieci jednokierunkowe to sieci neuronowe, w ktérych nie wystgpuje sprzgzenie zwrotne, czyli
pojedynczy wzorzec lub sygnatl przechodzi przez kazdy neuron doktadnie raz w swoim cyklu.
Najprostsza siecia neuronowa jest pojedynczy perceptron progowy, opracowany przez McCullocha i
Pittsa w roku 1943.

W programie uczacym SSN zaimplementowano czterowarstwowa nieliniowg sztuczng sie¢ neuronowg
Jjednokierunkowa (wielowarstwowa sie¢ perceptronowa (ang. Multi-Layered Perceptron MLP)).
Zgodnie z teorig sie¢ o dwoch lub trzech warstwach perceptronowych moze by¢ uzyta do aproksymacji
wigkszosci funkcji.

Kolejne warstwy sieci, to: warstwa danych wejsciowych, dwie warstwy ukryte (wewngtrzne) i warstwa
danych wyjsciowych. Uzycie dwoch warstw ukrytych zamiast tylko jednej znaczaco poprawia uczenie si¢
SSN i jej mozliwosci generalizacji. Trzy warstwy to juz przesada, a dwie w zupelnosci wystarczajg do
poprawnej nauki.

Potaczenia neuronéw migdzy warstwami - kazdy z kazdym.

Wektorem uczacym sa nastepujace dwa ciagi danych: uczacy (wejsciowy) i weryfikujacy (wyjsciowy).

Wektorem wejsciowym jest 256 liczb rzeczywistych, o warto$ciach z przedziatu [0.0 ; 1.0].
Wektorem wyjsciowym jest 10 liczb. W przypadku obrazu cyfry, 9 z nich ma warto$¢ réwna 0.0, a
jedna, ktdérej numer reprezentuje dang cyfre ma warto$¢ rowna 1.0. Jezeli obraz nie jest cyfra, to
wszystkie neurony maja wartosc¢ 0.0.

Przyktadowe wektory wyjsciowe:



- [1,0,0,0,0,0,0,0,0,0] oznacza odpowiedz ,,cyfra 0”
- [0,0,0,0,0,0,0,0,0,1] oznacza odpowiedz ,,cyfra 9”
- [0,0,0,0,0,0,0,0,0,0] oznacza odpowiedz ,,nierozpoznany znak”

Warstwy ukryte (wewngtrzne) zawieraja po okoto 60 neuronéw — w tym wypadku sie¢ wydaje si¢ uczy¢
najszybciej.

Liczbe neuronéw w kazdej warstwie ukrytej mozna ustala¢ w programie uczacym SSN.

Dla wielu warstw ukrytych stosuje si¢ zwykle metode¢ piramidy geometrycznej, ktéra zaktada, Ze liczba
neurondéw w kolejnych warstwach tworzy ksztalt piramidy i maleje od wejscia do wyjscia. Zatem liczba
neuronéw w kolejnych warstwach powinna by¢ coraz mniejsza (wigksza liczba neuronéw w kolejne;j
warstwie nie zwigksza mozliwosci nauki SSN).

Zatem SSN moze ostatecznie mie¢ rozmiar np.: 256 - 70 - 50 - 10.

Generalnie jednak uczenie rozpoczyna si¢ z matg liczba neuronéw w warstwach ukrytych a nastgpnie,
obserwujac postgpy tego procesu, doswiadczalnie zwigksza si¢ ich liczbg.

Funkcja aktywacji neuronu jest funkcja sigmoidalna unipolarna.

Wartos¢ funkcji aktywacji jest sygnalem wyjSciowym neuronu i propagowana jest do neuronéw warstwy
nastgpnej. Funkcja aktywacji moze przybieraC jedna z trzech postaci:

- nieliniowa

- liniowa

- skoku jednostkowego tzw. funkcja progowa

Argumentem funkcji aktywacji neuronu sg zsumowane iloczyny sygnaléw wejsciowych 1 wag tego
neuronu (tzw. suma wazona).
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Wyb6r funkcji aktywacji zalezy od rodzaju problemu, jaki stawiamy przed siecia do rozwiazania. Dla
sieci wielowarstwowych najczesciej stosowane sa funkcje nieliniowe, gdyz neurony o takich
charakterystykach wykazuja najwigksze zdolnosci do nauki, polegajace na mozliwosci odwzorowania w
sposob ptynny dowolnej zalezno$ci pomigdzy wejsciem a wyjsciem sieci. Umozliwia to otrzymanie na
wyjsciu sieci informacji ciaglej a nie tylko postaci: TAK - NIE.

Wymagane cechy funkcji aktywacji to:

- ciagle przejscie pomigdzy swoja wartosciag maksymalng a minimalng (np. 0.0 - 1.0),

- atwa do obliczenia i ciagta pochodna,

- mozliwo$¢ wprowadzenia do argumentu parametru beta do ustalania ksztattu krzywe;j.

Uzyta funkcja aktywacji neuronu jest funkcja sigmoidalna unipolarna:

1.0
f(x,beta) = 1.0+ o et € [0.0; 1.0]; gdzie x = u*wi+...+ Uy wy,

Funkcja ta charakteryzuje si¢ tym, ze wartos¢ jej pochodnej mozna obliczy¢ z obliczonej jej wartosci:
f’(x,beta) = beta*F*(1.0-F); gdzie F = f(x,beta).
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Funkcja sigmoidalna unipolarna € [0.0 ; 1.0]
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Kazda warstwa sieci ma wlasny wspétczynnik beta dla funkcji aktywacji (mozna go ustala¢ w programie
uczacym SSN; np. na kolejno: 1.0; 1.0; 1.0).
Jest to wspoétczynnik determinujacy nachylenie sigmoidalnej funkcji aktywacji.

Uwaga. Wptyw parametru beta moze by¢ zastapiony odpowiednim doborem innych parametrow i
wielkosci. W przypadku przetwarzania zmiennych wej$ciowych na zmienne wyj$ciowe, efekt jaki
powoduje zmiana nachylenia krzywej mozna uzyska¢ mnozac wartosci wag sieci przez wielkos¢
parametru beta.

Przyktadowa wielowarstwowa sie¢ neuronowa wyglada nastepujaco:
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Po obliczeniu wyniku SSN, neurony na wyjsciu maja wartos¢ z przedziatu [0.0; 1.0].

Numer neuronu o najwigkszej wartosci, o ile ta wartos¢ jest > 0.5 oznacza numer cyfry. Gdy wszystkie
neurony maja wartosci < 0.5 (w tym i1 najwigksza), to oznacza odpowiedz ,,nie rozpoznany’.

UCZENIE SSN

Dziatanie SSN polega na tym, ze sygnaty pobudzajace zawarte w wektorze wejSciowym podawane na
wejscia sieci, przetwarzane sa w poszczegdlnych neuronach. Po tej projekcji na wyjsciach sieci otrzymuje
si¢ wartosci liczbowe, ktore stanowig odpowiedz sieci na pobudzenie i stanowig rozwiazanie
postawionego problemu.

Sie¢ uczymy ,,na przyktadach”.

Celem jest uzyskanie oczekiwanych zadawalajacych (tzn. nie przekraczajacych dopuszczalnego biedu)
warto$ci na wyjsciu przy danych wartosciach wejSciowych.

Gdy btad jest zbyt duzy nalezy skorygowa¢ odpowiednio wagi.
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Jednak, aby takie rozwigzanie uzyskac, nalezy przejs¢ zmudng drogg uczenia sieci. Jedna z metod jest
uczenie metoda wstecznej propagacji bledéw — EBP (ang. Error Back Propagation). Jest to
podstawowa (i jedna z najskuteczniejszych) metoda uczenia sieci wielowarstwowych. Zostata
opracowana w 1974 roku przez P. J. Werbosa jako uczenie z nadzorem lub inaczej - z nauczycielem.
Taka tez metodg zastosowatem w programie.

Algorytm opiera si¢ na sprowadzeniu warto$ci funkcji btedu sieci ponizej pewnego zatozonego minimum.
Jako miarg btedu stosuje si¢ btad sredniokwadratowy na neuronach wyjsciowych (E).

Poprawianie wag odbywa si¢ po prezentacji kazdego wzorca, o ile btad dla tego wzorca jest za duzy
(parametr epsilon).

Nie jest natomiast uzyta tutaj inna metoda, tzw. reguta skumulowanej delty, czyli poprawianie wag po
prezentacji wszystkich wzorcow, (czyli po catej epoce) — tzw. BATCH propagation.

OD STRONY MATEMATYCZNE]

Proces uczenia SSN to minimalizacja funkcji btedu, ktérej dokonujemy za pomoca gradientu.
Kierunek najwigkszego spadku dowolnej funkcji wskazuje ujemny gradient tej funkcji.

Dlatego wektor wag neuronu jest przesuwany w kierunku ujemnego gradientu. Dodatkowo wektor ten
jest przemnazany przez wspolczynnik eta, ktory nazywany jest wspétczynnikiem szybkosci uczenia
(wspétczynnik korekcji).

Gradient F - wektor utworzony z pochodnych funkcji F po wszystkich jej zmiennych.

Zat6zmy, ze mamy SSN zlozona z 3 warstw:

- wejsciowa: U: u[0] + u[m-1], to dane wejsciowe, a u[m] — to stata wartos¢ = 1.0 — tzw. bias
- jedna ukryta: X: x[0] + x[n-1] oraz state X[n] = 1.0 — tzw. bias

- wyjéciowa: Y: y[0] + y[r-1]

Rozmiary sieci:

m — liczba danych wejsciowych

n — liczba neuronéw w warstwie ukrytej

r — liczba neuronéw w warstwie wyjsciowej

U, X, Y — wektory danych
Mamy zatem tutaj dwie warstwy wag:



- migdzy warstwa wejsciowa i ukryta: w[i,j]; i — nr neuronu warstwy ukrytej; j — nr danej wejsciowe;j;
czyli W[i]: W[0] = W[m]

- migdzy warstwa ukryta i wyjsciowa: s[i,j]; i — nr neuronu warstwy wyjsciowej; j — nr neuronu warstwy
ukrytej; czyli S[i]: S[0] + S[n]

WIi], S[i] — wektory wag wis

Mamy osobne funkcje aktywacji dla kazdej warstwy sieci:
fY(x) = f(x, BetaUk) — funkcja aktywacji w warstwie ukrytej
™Y (x) = f(x, BetaWy) — funkcja aktywacji w warstwie wyjsciowej

Sygnaty w SSN ptyna od wejscia do wyjscia, czyli wynik SSN jest obliczany kolejno:
Najpierw:

x[i] = fU5(U*WIi]) = f[0]*W[i,0] + u[1]*W[i,1] + ...+ u[m-1]*w[i,m-1] + 1*w[i,m])
(x[n] =1)

czyli wektor X = fV “(U*W)

Potem:

y[i] = £YY(X*S[i]) = £¥Y(x[0]*s[i,0] + x[1]#s[i,1] + ...+ x[n-1]*s[i,n-1] + 1*s[i,n])

czyli wektor Y = f"Y(X*S)

Niech P — zbiér wszystkich wzorcéw; Z® — oczekiwany wynik dla danego wzorca p € P

Dla ustalonego p niech z = z?, x =x?, y= y(p).

r—1
Nasz cel: Dla kazdego wzorca p € P minimalizacja wartosci: Z (ylk]-z[k])* =E
k=0

E = i(f W (X *S[k]) - z[k])* , czyli
k=0

E = F(S[0], S[1], ..., S[r-1], X, Z) — funkcja r zmiennych S[i] oraz X i Z

Chcemy znalez¢ minimum funkcji F, czyli odpowiednich warto$ci zmiennych S[i].
Uzywamy metody gradientu:

oF dF oF
aS[0]" aS[1]1™ " aS[r—1]
Oznaczmy potencjal wejsciowy neuronu warstwy wyjsciowej 1 jako PotWej"[i] = X*S[i]
Zatem:

Gradient F =]

] t.j. wektor pochodnych F po wszystkich zmiennych S[i]

oF < , any (X *S[k]— z[k])
T —)%* Wyex ®STkT) — z[kD" * —
3S[0] ;:O(f ( [k]) — z[k]) 3s[0]

= 2% (F(X*S[0])— z[K]) * £ (X*S[0]) * X =
(bo dla k # 0 o™ (X*S[k] — z[k])/ 8S[0] = 0)
=2 * (y[0] — z[0]) * £ >(X*S[0]) * X

=2 * (y[0] = z[0]) * £V’ (PotWej""[0]) * X.
f¥(x) — pochodna funkcji £ (x)

Zatem w celu minimalizacji F zmieniamy argumenty z szybkoscig eta:
S =S —eta * Gradient F, czyli

Sli]=S[i]—eta* 8?9];'] , czyli np. dla neuronu nr 0 1 wagi nr i mamy:
i

s[0,i] := s[0,i] - eta * 2 * (y[0] - z[0]) * £ *(PotWej"*[0]) * x[i] =

s[0,i] := s[0,i] + eta * 2 * (z[0] - y[0]) * ™Y *(PotWej " [0]) * x[i].

W celu przyspieszenia obliczen, mozna dla danego neuronu k obliczy¢ na poczatku stata warto$¢ (mata
delta):

3(k) =2 * (z[k] - y[k]) * £ " (PotWej " [k]), jest to warto$é bltedu neuronu k, wtedy

s[k,i] := s[k,i] + eta * o(k) * x[i]



Zatem aktualizacja wag neuronéw odbywa si¢ zgodnie ze wzorem (to wersja bez cztonu momentum):
slk,i] = s[k,i] + As[k,i],
gdzie As[k,i] = eta * o(k) * x[i] — dla warstwy wyjsciowej

Aby zmiany byly nieco tagodniejsze mozna As[k,i] nieco zmieni¢ tzn. sugerowac si¢ bardziej znakiem
gradientu (podobnie jak w metodzie Resilient BackPropagation RPROP) np.

Aslk,i] = eta * sign(d(k) * x[i]), gdzie np. sign(x) :0;1)_14_{
l+e" 4 4

y=sign(x)

Minimalizacja funkcji F powinna odbywac sig¢ takze poprzez zmiang X, czyli poprzez zmiang wag W[i]:
WI[O0] = W[n-1].

Okazuje sig, ze dla dowolnej warstwy (L) d(k) = sumie wazonej o (delt) z warstwy nastgpnej (L+1) razy
pochodna funkcji aktywacji, tzn.:
W naszym przypadku dla warstwy ukrytej i wyjsciowe;j:

r—1
870 = 2 (8™ () *s[iD *£ ™ (PotWej ™ [iD); 8 7(0) + 8 ™(n-1)

=0
Ogodlnie dla warstw L 1 L+1:

F(L+1)-1
dVa = Y "G * whPLLAD * £ (PotWej P Li])

=0

r(L+1) — liczna neuronéw w warstwie L+1
wr4,i] - waga migdzy neuronem j w warstwie L+1 a neuronem i w warstwie L

Kod C++ poprawy wag:

for (i=0; i<LNeuronowUk2; ++i) /po wsz. neuronach z warstwy Uk2; licz d(i) dla NeuronUk2
{E =0.0; for (j=0; j<LNeuronowWy; ++j) E += DaneWy[j] * WagaWy[j][i]; //suma wazona d[] z warstwy nastepne;
DaneUKk2[i] = FunP(PotWejUk2[i], BetaUk2) * E; //d(i) i-ty neuron
//--Korygowanie wag nauronu [i] warstwy Uk2 (dopiero teraz mozna!, bo WagaUk2[K][i] jest wczesniej czytana)
for (j=0; j<LNeuronowUk1; ++j) /po wsz. wagach neuronu z Uk2
{delta = etaUk2 * sign(DaneUk2[i] * DaneUk1[j]) + alfaUk2 * WagaUk2S]i][j];
WagaUK2[i][j] += delta; //zmiana wag

}
delta = etaUk2 * sign(DaneUK2[i]) + alfaUk2 * WagaUk2S[i][LNeuronowUk1];
WagaUk2[i[LNeuronowUk1] += delta; //oraz Bias <mate znaczenie>

PROCES UCZENIA SSN
Zastosowany sposob uczenia SSN wyglada w ogdlnosci nastgpujaco:
Petla po wszystkich wzorcach (tzw. epoka):
- Oblicz blfad dla danego wzorca.
- Jezeli btad ten jest wigkszy niz parametr epsilon, to popraw wagi jeden RAZ!,
(czyli nie poprawiaj wag, az nie bedzie btedu dla tego wzorca (tzw. ¢ykl) 1 dopiero badaj nastgpny).
- Sprawdz nastepny wzorzec.
Powtarzaj t¢ pgtlg, az nie begdzie btedu wigkszego niz ‘epsilon’ dla wszystkich wzorcéw (w catej epoce)
oraz suma tych btedéw nie bedzie wigksza od parametru ‘Suma epsilon’.



(Zatem tutaj cykl sktada si¢ z jedne] poprawy wag. Taki sposéb uczenia wydaje si¢ w praktyce szybszy,
niz stosowanie petnych cykli.)

Blad sieci to suma po wszystkich neuronach wyjsciowych kwadratéw réznicy migdzy obliczonym
wynikiem sieci y[] (dla podanych danych wejsciowych — wzorzec p) a oczekiwanym wynikiem z[] (dla
tych danych) czyli:

r=1
E=)" (y[k]-z[k])®
k=0

Np. Dla pewnych danych wejsciowych 1 dwoch neuronéw w warstwie wyjsciowej sie¢ daje na wyjsciu
wartosci 0.4 1 0.9, a powinna dawac¢ wartosci odpowiednio: 0.0 i 1.0. Zatem btad dla tego wzorca wynosi
(0.4-0.0)°+(0.9-1.0)*= 0.4 + 0.1°= 0.16 + 0.01 = 0.17.

PARAMETRY UCZENIA SSN
Implementacja SSN zostata napisana od podstaw na podstawie wlasnej wiedzy i doswiadczen. Zawarta
jest w plikach: KlasaSiecNmom2H.h/cpp

Liczba wzorcow — to liczba obrazéw znakéw, ktérych SSN ma sig uczy€ i na ich podstawie rozpoznawac
inne obrazy.

Dodatkowo jako wzorce dla odpowiedzi ,,nie rozpoznano” — generowane sa losowe obrazy (tzn. losowe
kolory pikseli) oraz pewne szablonowe np. caly czarny — wszystkie wartosci pikseli rowne 255 lub caly
biaty — wszystkie wartosci rowne 0.

eta — wspotczynnik szybkos$ci uczenia — okresla jak bardzo w danym kroku zmieniane sa wagi (kierunek
uczenia sieci).

Zbyt mata jego wartos¢ powoduje zwigkszenie sig liczby potrzebnych iteracji 1 tym samym czasu
wymaganego na zakonczenie treningu. Algorytm ma ponadto w takim przypadku tendencj¢ to wygasania
w minimach lokalnych funkcji celu. Ustalenie z kolei zbyt duzej wartosci kroku grozi wystapieniem
oscylacji wokét poszukiwanego minimum, prowadzacej ostatecznie do zatrzymania procesu uczenia bez
osiagniecie wymaganej wartosci funkcji celu.

Zwigkszenie tej warto$ci moze zwigksza¢ szybkos¢ uczenia si¢ SSN pojedynczych wzorcow, ale moze to
powodowac, ze w znajdowaniu globalnego minimum funkcji, algorytm wpadnie w minimum lokalne 1
nie bgdzie mozliwe nauczenie si¢ wszystkich wzorcow.

Mata wartos¢ powoduje, ze SSN uczy si¢ matymi kroczkami, ale za to konsekwentnie dazy do celu 1
nierzadko przez to zwigksza si¢ cato$ciowa szybko$¢ nauczenia si¢ wszystkich wzorcéw.

W programie zastosowano dynamiczne ustalanie parametru eta proporcjonalnie od aktualnej liczby
btedow sieci. Ponadto mozna ustali¢ wartosSci eta dla kazdej warstwy osobno, przyktadowo:
EtaUkl = 0.3, A_EtaUk1 = 10, AlfaUk1 = 0.8,

EtaUk2 = 0.2, A_EtaUk2 = 8, AlfaUk2 = 0.8,

EtaWy =0.1, A_EtaWy =6, AlfaWy =0.8,

A_Eta — okres$la jak bardzo ma male¢ warto$¢ Eta w zaleznosci od liczby btedéw w ostatniej epoce.
Im wigksza wartos¢ A_Eta tym eta bardziej maleje, proporcjonalnie do liczby bledow. A_Eta musi by¢
>=1.0. Gdy A_Eta = 1.0, Eta nie zmienia sig.
Doktadnie obliczanie konhcowego parametru eta wyglada nastgpujaco:
1+(n—-1D*x

n

eta = Eta * F(LBtedow/Wzorcow, A_Eta), gdzie F(x, n) =

F(x,1.5)= F F(x,2)= - F(x,4)= - F(x,8)= |



z=F(x,n); O<=x<=1; 1<=n<=6

Alfa — parametr okreslajacy wptyw cztonu meomentum dla kazdej z warstw osobno.

Im wigksza jego warto$¢, tym wigkszy wplyw na kierunek uczenia maja poprzednie warto$ci popraw wag
sieci. Odpowiednio uzyty moze bardzo poprawi¢ szybkos¢ uczenia. Najczgsciej przyjmuje si¢ wartos¢ 0.7
- 0.95, np. 0.88. Wartos¢ rowna 0.0 oznacza brak wptywu cztonu momentum na zmiang wag.

epsilon — maksymalny btad SSN dla pojedynczego wzorca. Zwykle ustala si¢ jego warto$¢ na nie
wigksza niz 0,5.

Zmniejszanie tej wartosci powoduje zwigkszanie doktadnosci sieci i co za tym idzie precyzji predykcji
lub generalizacji, ale tez nieuchronnie wydtuza czas trwania procesu uczenia lub catkowicie uniemozliwia
poprawng nauke¢ SSN przy duzej liczbie wzorcoéw do nauczenia.

Zwigkszanie warto$ci tego parametru powoduje natomiast szybsze zakonczenie uczenia sieci, ale tak
nauczona sie¢ moze dawac zte odpowiedzi nawet dla uczonych wzorcow.

Suma epsilon — maksymalna suma btgdéw SSN dla wszystkich uczonych wzorcéw. Dodatkowy
parametr okreslajacy jakos¢ nauczonej SSN. Jezeli nie interesuje nas ten parametr, to nalezy go ustawic
na odpowiednio duza warto$¢ (> liczby wzorcéw).

Maksymalna liczba popraw wag — okresla maksymalna liczbg krokéw, tzn. popraw wag sieci, jaka
mozna przeprowadzi¢ w procesie uczenia, po to, aby proces mogt si¢ zatrzymac, gdy SSN nie chce sig
nauczy¢ (, bo np. wpadta w minimum lokalne).

Maksymalna liczba epok — okresla maksymalng liczbg epok, jaka moze by¢ w procesie uczenia —
rowniez dla zatrzymania tego procesu.

Dla przyspieszenia procesu uczenia zastosowalem nastgpujace zabiegi:

1. Dodanie cztonu momentum, czyli przy poprawianiu wag branie pod uwage poprzedniej wartosci
poprawy danej wagi. Daje to bardzo duze przyspieszenie uczenia.

2. Dynamiczne ustalanie parametru eta: zmniejszanie jego wartosci proporcjonalnie do liczby
btedow w ostatniej epoce. Dodatkowy parametr A_Eta okresla stopien tej zaleznosci.

3. Losowo wybierany numer wzorca, od ktérego zaczyna si¢ epoka.

4. Odpowiednio dobrane poczatkowo wylosowane wagi. Losowanie wag z pewnego zakresu
(okreslane parametrami: rUk1,rUk2,rWy, mUk1,mUk2, mWy)

5. Ustalenie odpowiednio matych wartosci poczatkowych biasow. Parametry: PoczBiasUk1 = 0.01,
PoczBiasUk2 = 0.01, PoczBiasWy = 0.01

6. Mozliwos¢ zaburzenia wag podczas nauki, czyli pewnej niewielkiej losowej zmiany wag siecl,
gdy sie¢ nie chce sig uczy¢, bo ugrz¢zta w minimum lokalnym. Zaburzenie to jest okreslane przez
parametry: MaxG = 20; MinR = 0.05; zaburzenie = 0.6, co oznacza, ze jezeli przez ostatnie 20
krokéw popraw wag Suma epsilon nie zmienita si¢ o wigcej niz 0.05, to nalezy zaburzy¢ wagi
sieci o wartosci losowe z przedziatu [-0.6 ; 0.6].

7. Dodatkowy cykl popraw wag na koncu epoki dla jednego wzorca, ktéry uporczywie powoduje
btad SSN.

Momentowa metoda wstecznej propagacji btedow (MBP)

Klasyczna metoda wstecznej propagacji btedéw wymaga duzej liczby iteracji by osiagna¢ zbieznos¢ oraz
jest wrazliwa na wystgpowanie minimow lokalnych. Podstawowy algorytm BackPropagation moze si¢
okazac¢ zbyt wolny, jezeli przyjmie si¢ za maty wspdtczynnik uczenia, z kolei zbyt duza jego wartos¢
grozi wystapieniem oscylacji. Jednym z rozwiazan umozliwiajacych bezpieczne zwigkszenie



efektywnego tempa uczenia bez pogarszania stabilnosci procesu jest zastosowanie momentowej metody
wstecznej propagacji btgdu — MBP lub MEBP (ang. Momentum Error BackPropagation).

Istota metody jest wprowadzenie do procesu uaktualniania wagi pewnej bezwladnosci tzw. "momentu”,
proporcjonalnego do zmiany tej wagi w poprzedniej iteracji. Pojawienie si¢ gradientu wymuszajacego
ruch w kierunku innym, niz aktualny nie od razu wptywa na zmiang trajektorii w przestrzeni wag. W
przypadku, gdy kolejne gradienty sa przeciwnie skierowane ich oddziatywanie czgsciowo si¢ znosi.
Powoduje to, ze zmiana polozenia w przestrzeni wag jest bardziej ptynna i chwilowe zbyt duze zmiany sa
w rezultacie kompensowane.

Sktadnik momentu ma duze znaczenie dla ptaskich odcinkéw funkcji btedu, dla ktérych zwykle
obserwuje si¢ zmniejszenie szybkosci uczenia. Dla ptaskiego obszaru hiperptaszczyzny funkcji miary
btedu w przestrzeni wag, gdzie gradient w kolejnych iteracjach jest w przyblizeniu staly, przyrost wag w
kolejnych iteracjach jest rowniez staty. Gdy kolejne wektory gradientu maja ten sam kierunek ich
dziatanie kumuluje sig.

Moment odgrywa réwniez pozytywna rolg w przypadku wystgpowania na powierzchni funkcji btedu tzw.
wawozow, to znaczy waskich obszaréw o stromych $cianach bocznych i gtgbokich dnach. Moment petni
tu niejako rolg filtru dolnoprzepustowego dla zmian gradientu. Zmiany gradientu o wysokiej
czestotliwosci (oscylacje w poprzek scian wawozu) sa eliminowane, a wzmacniany jest sktadnik
gradientu wymuszajacy ruch w stron¢ dna. Modyfikacja momentowa BP ma ponadto korzystny wptyw na
problem miniméw lokalnych. W poblizu takiego minimum sktadnik momentu, nie bedac zwiazany z
aktualng warto$cia gradientu, moze spowodowac¢ zmiang wag prowadzaca do chwilowego wzrostu
wartos$ci funkcji btgdu 1 w efekcie opuszczenia strefy "przyciggania” tego minimum.

Algorytm ten w rzeczywistosci wykonuje wygtadzanie poprawek zbioru wag, uzaleznione od wartosci
wspotczynnika wygtadzania - momentu.

Modyfikacja momentowa algorytmu propagacji wstecznej powoduje zatem przyspieszenie procesu
uczenia przy pewnych statych tendencjach zmian w przestrzeni wag jednoczesnie, przynajmniej
czgsciowo, chronigc przed wystapieniem oscylacji i utknigciem w minimum lokalnym.
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TESTOWANIE POPRAWNOSCI NAUKI SSN
Zakonczenie sig procesu nauki SSN moze wystapi¢ z dwéch powodow
a) SSN nauczyla sig, tzn. osiagneta wymagane parametry, tzn. warto$¢ epsilon i Suma epsilon. W
tym wypadku program podaj¢ liczbg przeprowadzonych krokéw nauki.
b) SSN nie nauczyla si¢ a osiagnigto juz maksymalna liczbg iteracji (krokéw nauki: popraw wag lub
liczby epok). W tym wypadku program podaje liczbg btedow, tzn. przypadkéw, dla ktérych btad
jest > epsilon.

Zakonczenie procesu nauki nie musi oznaczac, ze SSN nauczyla si¢ poprawnie, tzn. ze daje poprawne
odpowiedzi dla uczonych wzorcéw (, bo np. parametr epsilon byt za duzy — np. >0,5).

Zatem po zakonczeniu procesu nauki, sprawdzana jest POPRAWNOSC rozpoznawania uczonych
wzorcOw, tzn. czy SSN poprawnie si¢ ich nauczyta.



Polega to na podaniu na wejscie sieci kolejno wszystkich uczonych wzorcéw i sprawdzaniu czy sie¢ daje
oczekiwane wyniki.

Nastepna sprawa jest test mozliwosci generalizacji SSN, tzn. jak sie¢ radzi sobie z rozpoznawaniem
nieuczonych przypadkéw. Takiego testu nie przeprowadzam, gdyz ucze SSN wszystkich dostgpnych
wzorcoéw (ponad 1000).

Jezeli sie¢ jest nauczona poprawnie, jej parametry (rozmiary sieci, wagi, wspotczynniki Beta) sa
zapisywane do pliku ‘parametry.ssn’, ktory pozniej jest wczytywany przez program do rozpoznawania
obrazéw.

IMPLEMENTACJA:

Aplikacja zostata napisana w srodowisku Borland C++ Builder 6.0 w spos6b obiektowy.
Dlaczego C++:

Uczenie SSN jest procesem wymagajacym bardzo duzej liczby obliczen a jezyk C++ zapewnia
najszybszy kod wynikowy z jezykéw wysokiego poziomu.

Oto wazniejsze elementy programu do uczenia SSN:

Plik KlasaBazaZnakow.h/cpp zawiera definicj¢ klasy odpowiedzialnej za wczytanie obrazéw znakéw z
przygotowanego wczesniej pliku bazy.

Baza obrazéw zapamigtywana jest w obiekcie klasy KlasaBazaZnakow.

Struktura bazy (plik BazaObrazowZnakow.boz):

Kazdy rekord sktada si¢ z 257 bajtéw: pierwsze 256 bajtéw to kolejne wartosci pikseli (0-tto (bialy), 255-
znak (czarny)) ustawione wierszami od gory. Ostatni bajt, to etykieta (0-9 —oznacza cyfrg, 10-niecyfra).

W programie uczacym SSN zdefiniowano w pliku KlasaSiecNmom2H.h/cpp klas¢ STIECN2H, ktéra
tworzy, uczy SSN i ma mozliwo$¢ zapisu i weczytywania parametrOw nauczonej sieci.

W gtéwnym pliku UnitFormMain.cpp, gdzie jest tworzony obiekt klasy SIECN2H sa dwie funkcje
przygotowujace dane do wejscia 1 oczekiwanego wyjscia SSN:

double* FunPX(int n) //zwraca wskaznik na tablicg danych wEj$ciowych n-tego wzorca

double* FunPZ(int n) //zwraca wskaznik na tablicg danych wYjsciowych n-tego wzorca

* Utworzenie SSN nastgpuje przez utworzenie obiektu klasy SIECN2H konstruktorem:
SIECN2H(int _LDanychWe, int _LNeuronowUk]1, int _LNeuronowUk?2, int _LneuronowWYy)
Parametrami sa rozmiary w liczbach neuronéw kolejnych warstw SSN.

* Po utworzeniu SSN nalezy ja zresetowac, tzn. ustali¢ wspotczynniki Beta dla kazdej z warstw oraz

ustali¢ warto$ci wag na losowe. Zaczynajac od losowo ustalonych wartosci wag, SSN uczy si¢

najszybciej!

Dokonujemy tego metoda:

Siec.Resetuj(BetaUk1, BetaUk2, BetaWy, PoczBiasUk1, PoczBiasUk2, PoczBiasWy,
rUk1,rUk2,rWy, mUk1,mUk2,mWYy)

Parametry funkcji, to:

BetaUk1, BetaUk2, BetaWy — wartos$ci beta funkcji aktywacji kolejnych trzech warstw sieci

PoczBiasUk1, PoczBiasUk2, PoczBiasWy — poczatkowe wartosci bias dla wag kolejnych warstw sieci

rUk1,rUk2,rWy, mUk1,mUk2,mWYy — okres$laja sposéb losowania wag: zakres i przesunigcie

* Proces nauki SSN rozpoczynamy wywotaniem funkcji:

Siec.LearnAll(LWzorcow, FunPX, FunPZ, EtaUk1, A_EtaUk1, AlfaUk1, EtaUk2, A_EtaUk2, AlfaUk2,
EtaWy, A_EtaWy, AlfaWy, mC, MinR, MaxG, zaburzenie, eps, Sum_eps, MaxLPopraw, MaxLEpok,
void PokazOpis(char *info))

Kolejne parametry, to:

- Lwzorcow — liczba wzorcéw do nauczenia

- FunPX, FunPZ — funkcje przygotowujace wartosci wejsciowe i wyjsciowe funkcji



- EtaUk1, A_EtaUkl1, AlfaUk1, EtaUk2, A_EtaUk2, AlfaUk2, EtaWy, A_EtaWy, AlfaWy — wektor
nauki 1 sposéb jego dynamicznej modyfikacji

- mC — (dla eksperymentu) zmienia wektor uczenia (tu ustalono na = 0.0 — nic nie zmienia)

- MinR, MaxG, zaburzenie — okreslaja, kiedy 1 jak ma by¢ dokonane zaburzenie na wagach sieci, (gdy
sie¢ ugrz¢znie w jakim$ minimum lokalnym i nie chce si¢ dalej uczyc¢)

- eps, Sum_eps — epsilon i suma episolon — warunki, jakie ma spetni¢ nauczona sie¢

- MaxLPopraw, MaxLEpok — kryterium zatrzymania procesu uczenia (aby przerwac¢ nauke, gdy nie chce
si¢ nauczyc)

- PokazOpis(char *info) — funkcja ktéra bedzie wywolywana po kazdej epoce; parametr info bedzie
zawierat tancuch opisujacy aktualny stan nauki SSN

Proces nauki SSN polega na odpowiednim zmienianiu wag sieci, tzn. liczb oznaczajacych polaczenie
migdzy neuronami (stopien wptywu jednego sygnatu na inny). Wartosci tych wag ustala si¢ poczatkowo
losowo, aby mdc rozpocza¢ nauke od jakiego$ miejsca. Wptyw na sposéb losowania tych wartosci
uzyskujemy przez ustalanie parametrow: rUk1, rUk2, rWy oraz mUk1, mUk2, mWy. Wptywaja one na
wartosci losowanych poczatkowo wag sieci dla kazdej warstwy osobno:

Uk1- pierwsza warstwa ukryta

Uk?2 - druga warstwa ukryta

Wy - warstwa wyjsciowa

Sam proces poprawiania wag wzgledem obliczonych przez SSN danych wyjsciowych a oczekiwanych
odbywa si¢ w funkcji:

PoprawWagi(const double *DaneOcz, double etaUk1, double alfaUk1, double etaUk2, double alfaUk?2,
double etaWy, double alfaWy, double mC)

Jest to najwazniejsza funkcja (jadro) sktadajaca si¢ na naukg¢ SSN. Tutaj zaimplementowany jest wazny
algorytm minimalizacji funkcji bledu - metoda delty i tu obliczany jest gradient tej funkcji.

Funkcja obliczajaca wynik SSN dla ustawionych wcze$niej funkcja FunPX(nr_wzorca) danych
wejsciowych, to:
Wynik(void) — ustala wyjscie SSN, tzn. warto$ci w tablicy DaneWy([]

W programie do samego rozpoznawania obrazéw (bez nauki) uzyto nieco zmienionej klasy STECN2H,
tzn. bez metod: LearnAll i stuzacej do zapisywania parametréw sieci.
Deklaracja i definicja tej kasy sa zawarte w plikach KlasaSiecNmom2HRozp.h/cpp.

KONKRETNE PROGRAMY

1. DopisDoBazyZnakow

- wyszukuje w obrazie z podanego pliku BMP obrazy cyfr

- transformuje je: skalowanie, kontrast, normalizacja itp.

- dopisuje obraz z podang etykieta do wskazanego pliku (BazaObrazowZnakow.boz)

2. EdycjaBazyZnakow

- umozliwia przegladanie zapisanych w pliku bazy obrazéw. Przyciski ‘<<’-poprzedni, ‘>>’-nastgpny lub
wpisanie numeru elementu 1 wcisnigcie Enter

- umozliwia zmiang etykiety danego obrazu, (gdy np. blednie ja wpisaliSmy w programie
DopisDoBazyZnakow): przycisk ‘Zmien etykietg na’; obok nalezy wpisa¢ wilasciwa etykietg dla
aktualnego obrazu znaku.

- umozliwia usunigcie danego obrazu z bazy: w jego miejsce zostaje wpisany ostatni element (aby nie
buto ‘dziur’ w bazie)

- dokonane zmiany w bazie obrazow, nalezy zapisac przyciskiem ‘“Zapisz bazg’

3. UczObrazy
Implementacja SSN i uczenie jej wzorcami z bazy obrazéw (plik BazaObrazowZnakow.boz).



W trakcie jego dzialania, pokazywany jest proces uczenia si¢ SSN.

Pozwala to $ledzi¢ jak zmieniaja si¢ niektore kluczowe wartosci sieci.

Kolejne wiersze zawieraja:

Epk - Numer kolejnej epoki

LB — liczba blgdow w ostatniej epoce

Nrp — nr ostatniego wzorca w epoce, dla ktérego byt btad (Uwaga: nr wzorca, od ktérego zaczynamy
epoke jest losowy, wiec ten ostatni, to nie musi by¢ ostatni w kolejnosci jak w bazie danych)

SumE — Suma blgdéw ze wszystkich wzorcéw w calej epoce

SO-SE - réznica migdzy suma btedéw w poprzedniej epoce i obecnej

EtaUkl1, Uk2, Wy — biezace wartosci parametrow eta dla kazdej warstwy (zmienia si¢ dynamicznie;
zalezy od liczby btedéw w ostatniej epoce)

Po poprawnym nauczeniu SSN program zapisuje do pliku ‘ParametryNaukiSSN.txt” wszystkie parametry
SSN i wiele innych informacji o nauce.

Szybkos¢ nauczenia SSN - przyklady:

* 914 wzorcéw, w tym 6 nie cyfr, Epsilon = 0.28:
- 40 epok; 5660 popraw; 33 s

* 914 wzorcéw, w tym 6 nie cyfr, Epsilon = 0.27:
- 91 epok; 6039 popraw; 85 s

- 37 epok; 5998 popraw; 42 s

* 908 wzorcéw, w tym O nie cyfr, Epsilon = 0.27:
- 28 epok; 6294 popraw; 36 s

* 923 wzorcéw, w tym 15 nie cyfr, Epsilon = 0.27:
- 51 epok; 6135 popraw; 53 s

* 915 wzorcéw, w tym 8 nie cyfr, Epsilon = 0.20:
- 44 epoki; 6041 popraw; 47 s

* 1173 wzorcow, w tym 100 nie cyfr, Epsilon = 0.25:
- 69 epok; 7229 popraw; 106 s

Duze przyspieszenie uczenia daje zmniejszenie (nawet do 0) liczby wzorcow niecyfr. Jednak moze to
pogorszy¢ mozliwos$ci generalizacji wiedzy SSN.

4. RozpoznawanieKodu
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Ostateczny program do rozpoznawania 5 cyfr z ciagu cyfr kodu pocztowego z podanego obrazu z pliku
BMP.

Program przy uruchamianiu od razu tworzy na podstawie pliku ‘parametry.ssn’ odpowiednich rozmiaréw
SSN i1 wczytuje, tam zapisane, parametry nauczonej wezesniej SSN. Plik ten musi by¢ w katalogu z
programem.




* Wiele wspdlnych funkcji operujacych na obrazie zostato zebranych w jednym pliku:
UnitFunkcjeObraz.h/cpp

Ogolny proces przygotowania obrazu do wejscia SSN:

1. Rozmycie wczytanego obrazu BMP dla zamazania ewentualnych zabrudzen
Znalezienie ramki ciagu znakéw
Znalezienie w tej ramce ramek poszczegdlnych cyfr
Whpisanie danej ramki znaku do kwadratu — dla zachowania proporcji rozmiaréw
Normalizacja obrazu — przeskalowanie koloréw do przedziatu [0 — 255]
Kontrast — rozjasnienie jasnych pikseli 1 sSciemnienie ciemnych — wzgledem Sredniej jasnosci
koloréw w ramce (korekcja Gamma)
Skalowanie do wielkosci 16x16
Ponowna normalizacja
. Ponowny kontrast — wzgledem sredniej jasnosci koloréw w ramce
0. Inwersja koloréw
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* Funkcja szukajaca ramki ciagu znakow to:
SzukajRamkiR(unsigned char *Obraz, int RozX, int RozY, unsigned char Prog, int Roznica, int MinX,
int MinY, TRamka &Ramka, char *info)

* Po znalezieniu ramki ciagu znakéw, szukamy w niej ramek poszczegélnych cyfr, funkcja:
SzukajZnakOdLewejR(unsigned char *Obraz, int RozX, int RozY, //wsk. na obraz; jego rozmiary
TRamka RamkaO, //ramka obrazu
unsigned char ProgB, //prég bezwzgledny jasnosci
int Roznica, //prég r6znicy max-min na catej wysokosci ramki
TRamka &RamkaZ, char *info) //wynik

* Potem ramka znaku moze by¢ jeszcze poobcinana funkcja:

SzukajPodRamkiR(unsigned char *Obraz, int ObrazRozX, int ObrazRozY, //wsk. na obraz;
unsigned char Prog, int Roznica,
int MinX, int MinY, TRamka RamkaZ,
TRamka &RamkaW, char *info) //wynik

* Po wyznaczeniu ramki danej cyfry jej obraz podawany jest do funkcji:
PobierzObrazDoSSN(unsigned char *ObrazZ, int ObrazRozX, int ObrazRozY, unsigned char
*ObrazBuf, TRamka Ramka, unsigned char *ObrazZnak, int ZnakRozX, int ZnakRozY, char *info)

Samo znalezienie ramki znakow nie jest takie proste i nie wystarczy zwykle rozréznianie pikseli
ciemnych od jasnych, gdyz obraz znakow moze by¢ na ciemnym tle lub znaki moga by¢ wyblakte,
rozjasnione. Jest jeszcze wiele innych putapek. Dlatego tak duzo jest uzytych réznych funkcji i kazda z
nich tak bardzo rozbudowana, a 1 tak nie sq one w stanie rozpozna¢ wszystkich mozliwych przypadkow.
Wziatem pod uwagg tylko te najczgsciej wystgpujace.

k3

Wszystkie kody zrédtowe zostaty napisane od podstaw. Oprocz tej dokumentacji wiele opisow i
wyjasnien jest w samych komentarzach w kodach zrédtowych.
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